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COMPARACION DE CURVAS DE SUPERVIVENCIA
GAMMA

EDUARDO BEAMONTE" y JOSE D. BERMUDEZ?

A Gamma Hierarchical Model is used for the Bayesian Analysis of Sur-
vival Data with covariates. We center our interest on the comparison of
two groups of individuals using Monte-Carlo methods. Concretely, we use
the Gibbs sampling to obtain a sample from the posterior distribution. The
paper ends with the analysis of two data sets, one of them simulated and the
other real.

Comparison of Gamma Survival Curves.

Key words: Censored data, Covariates, Gamma Hierarchical Model,
Markov-Chain Monte-Carlo Methods, Prediction.

1. INTRODUCCION

En un trabajo anterior (Bermidez y Beamonte, 1993) propusimos un modelo
Gamma con pardmetros comunes a todos los individuos, para datos de supervivencia
que podian estar progresivamente censurados por la derecha. Esto es, las observa-
ciones realizadas en algunos individuos no muestran su tiempo total de supervivencia,
tan sélo se sabe que ese tiempo es mayor que el observado, conocido como tiempo
de censura, con un mecanismo de censura independiente del mecanismo de muerte.
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Analizabamos el modelo desde una perspectiva bayesiana, estudiando la distribu-
cion final mediante una muestra obtenida a partir de cadenas de Markov generadas
por Monte-Carlo.

En este trabajo generalizamos el modelo anterior para disminuir su rigidez y poder
incorporar covariables. Asi, suponemos que el tiempo de supervivencia de cada
individuo no tiene una distribucién comin a todos ellos, sino que esa distribucién
depende de ciertas caracteristicas del individuo. Para ello proponemos el siguiente
modelo jerdrquico:

t ~ Ga(t|o, B)
(loga,log )" ~ NM;((loga, log B)'[Bx, H),

siendo ¢ el tiempo de supervivencia y x el vector de covariables de dicho individuo,
que habitualmente incorporard un primer elemento constante e igual a I, como toda
matriz. de disefio en los modelos lineales generalizados. Es decir, cada tiempo de
supervivencia es Ga(o, ), pero los pardmetros o y B son caracteristicas propias no
observables del individuo, que estdn relacionados con su vector de covariables a través
de un mecanismo aleatorio que, a su vez, depende de ciertos hiperpardmetros B y H
comunes a todos los individuos. Asi, logo y logP siguen una distribucién Normal
bivariante con media Bx y matriz de precision H.

En este trabajo estamos especialmente interesados en la comparacién de dos grupos
de individuos. Para ello basta con incluir una tnica covariable dicotémica, aparte de
la covariable constante; asi, x' = (1,1) si el individuo pertenece al primer grupo
y &' = (1.0) en otro caso. El objetivo primordial serd hacer inferencias sobre los
hiperpardmetros relacionados con esa covariable dicotémica.

La notable complicacién de la distribucién final (independientemente de la inicial
utilizada y acentuada por la presencia habitual de datos censurados) estimula a realizar
su cstudio a través de una muestra generada a partir de la misma. En esa linea fue
pronero ¢l trabajo de Gelfand y Smith (1990).

Uno de los métodos iterativos para la obtencién de una muestra de la distribucién
tinal mds utilizados en los ultimos tiempos es el muestreo de Gibbs (ver, por ejemplo,
Smith y Roberts, 1993, y referencias alli citadas). Bdsicamente, consiste en construir
una funcién de transicion que defina una cadena de Markov irreducible y para la que
la distribucién final sea estacionaria. Este proceso exige que sea facil muestrear a
partir de las distribuciones condicionales completas, pero eso suele ser trivial si el
vector paramétrico se descompone de forma que tales distribuciones sean univariantes.

En el apartado 2 se analiza el modelo propuesto, detallando la aplicacién del
mucstreo de Gibbs en el estudio de la distribucidn final. Este procedimento se utiliza
cn ¢l apartado 3 para el andlisis de dos bancos de datos que incluyen una covariable
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dicotomica; uno de ellos simulados y el otro basado en datos reales. Por dltimo, el
apartado 4 recoge los comentarios y conclusiones finales.

2. ANALISIS DEL MODELO JERARQUICO GAMMA

Denotamos por {f..... 1.} alos tempos de supervivencia correspondientes a los
datos no censurados y por {T, ... Ty} alos tiempos de censura correspondientes
a los datos censurados. El vector paramétrico completo objeto del muestreo de Gibbs
es ¢l formado por los pardimetros del modelo. (0. By ..... o,.By). los hiperpardmetros,
(B'y H). y los tiempos de supervivencia no observados, (f4..... 1,). sujetos a las
restricciones £, > T, i=r+1...., n. La distribucion final viene dada por:

flay.By..... o Bu.B.Ht .. Laltyoo... [ T T, X),

siendo X, ., la matriz de covariables; esto es, una matriz cuya fila i—ésima coincide
con el vector de covariables del i—ésimo individuo.

A partir de esa distribucion podemos obtener la distribucién marginal de interés:

FB.H. ot oty T, X).

Para utilizar el muestreo de Gibbs es necesario obtener las distribuciones condi-
cionales completas. La correspondiente a un tiempo censurado no observado es:

f(ﬁ‘[]...-.t,’__], ti+|*""tll! Tr+l?""T'I’X?al7Bl$"'?all7B”7B‘H) =
M = f(t|Ti, 04, Bi), i=r+1,....n,

siendo f(1;|T;, o, B;) una distribucién Gamma truncada. Especificamente, Bermidez
y Beamonte (1993), f(#;|T;, o, B;) =< Ga(t;|o, B;) st > T,

La distribucién condicional completa de los hiperpardmetros es:
f(Bletl7-”7tnaTr+la"'7TIHX7ahBlv”'7aanrl) :f(BvH|Xaa]7[317-"7(1'"3[3'2) o<
(2) < f(B,H)f(0t,Br,-- .. 0w, Bu|X,B.H),

que se reduce a un problema habitual de regresién bivariante normal homocedastica:
si se utiliza una distribucién inicial f(B,H) perteneciente a la familia Normal-Wishart,
la distribucidn final también es Normal-Wishart cuya expresion puede consultarse, por
ejemplo, en Broemeling (1985, capitulo 8, pp. 378-379).
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La distribucion condicional completa del parametro o, i=1,...,n, es:

f(ailah"'7ai—laai+lv"'7anyB]"'-1Bnatla“'atanr+|7"-:TIthBaH) =
= floulti, B, xi, B, H) e< f(ti]ou, Bi) f(0u|Bi, xi;,B,H) =

&
3 = Ga(t]ay, B )NM(log o |B;, xi, B, H) e rt(s&‘)ffl'NM(IOgailll'hGlz),
1
PR o
con W) =, +p (InBi =) y o = o los momentos de la distribuciéon Nor-
111

mal condluonada oblemda a partir de la Normal bivariante con vector de medias

n= [ﬁ'] = Bx; y matriz de precisiéon H = [Z” Z”} =X ! conZ= [GT 0132] y
2 12 " >
G2 = po;02.

Y, finalmente, la distribucién completa del pardmetro 3;, i=1,...,n, es:

f(ﬁi|’317"'7Bi—l7Bi+I7"'7BIl7al7"'1aH’tlv tanr+11 TnaXB H):
:f(B'tthai?xi’B H) [llaHB f(ﬁ |a,,X,,B H)
(4) = Ga(r;|oy, B;)NM(logB;|o, x;, B, H) o< B exp(—Bit;) NM (log B[ 5, 07),

1 . . C
siendo [} = py + p (ln o -y 0:_,2 = la media y varianza de la distribucién
22
Normal condlcxonada correspondiente.
Una vez constru1das ]as dlsmbumones condicionales completas, y partiendo de

un punto inicial a B ,B,(,O),B(O),H( , el algoritmo de Gibbs puede im-
plementarse de la 51gu1ente forma.

Completamos los tiempos censurados, Trt1,-.., Ty, generando los tiempos de su-
pervivencia no observados (t*) AT ,t,(,o)) a partir de (1) con (o,B;)" = (a (0),[350))’,

l
i=r+1,...,n. A continuacién, generamos 01(11) a partir de (3), con t; = t(O

j=r+1,...,nB = BEO), B =B y H=H(", mediante el método de aceptacion-
rechazo (ver, por ejemplo, Devroye, 1986, p. 40), utilizando como funcién importante
la densidad log-Student t (log alu’l,c/lz). De forma similar, generamos B(ll) a partir de
(4), con t; = t(.o),- j=r+1,...,n0 = (1) ,B=B y H=HO utilizando como
func1on 1mportante la densidad 100-Studentt (logB|W;, 0. 2). Del mismo modo, genera-
mos a2 a partlr de (3), con ¢; —t( ), Jj=r+1,...,n B = Bgo),B =B yH=HO),
generamos B2 a partir de (4), con t; = t( ), j=r+1,...,n0 = oc(zl),B =B
y H=H® y asi sucesivamente. Finalmente generamos los hiperparametros B(1)

y H(l), a partir de la distribucion Normal-Wishart (2), con (a,B;) = (OL |3(1)),
i=1,...,n
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Repetimos el bucle hasta alcanzar estacionariedad en las cadenas de Markov vy,
posteriormente, hasta construir una muestra de la distribucién final. A partir de esa
muestra de la distribucién final puede estudiarse cualquier caracteristica deseada.

Comprobamos gréficamente la estacionariedad de las cadenas de Markov, moni-
torizando la evolucion de las mismas. Actualmente sigue abierta la investigacion de
métodos que calculen de forma automadtica el nimero de pasos iniciales a desechar en
la cadena de Markov, no habiéndose propuesto todavia ninguno de fdcil utilizacion
en aplicaciones concretas. También es un tema actual de investigacién el nimero de
cadenas a utilizar para la obtencién de la muestra, e incluso si utilizar las cadenas
enteras o solamente un submuestreo de las mismas que disminuya la autocorrelacion,
ver, por ejemplo, Gelman y Rubin (1992), Geyer (1992), MacEachern y Berliner
(1994) y referencias allfi citadas.

Este esquema tedrico del algoritmo de Gibbs es vdlido para cualquier vector de
covariables x. No obstante, a partir de ahora vamos a centrarnos en el caso particular
de un vector de covariables dicotdmico.

El tiempo medio de supervivencia de un individuo de la primera poblacion es:
Hi = E(@)=E(E(flo,B)) = E(a/B) = E(exp{loga —logB}) =
= exp{b“-l—blz—bgl—b22+1/2[0’%—2{)0102-}-0%]2},

y podemos construir una muestra de la distribucién final de W a partir de la muestra
{BW H}. Similarmente, el cociente de los tiempos medios de supervivencia de las
-dos poblaciones es:

T=— =exp{bjp —bxn}.
Si la distribucién de T esta ‘cerca’ del 1, las dos poblaciones no serdn diferentes
en tiempos medios de supervivencia. De hecho, la hipétesis de igualdad de tiempos
medios de supervivencia puede formularse como: b, = bys.

El estudio de la distribucidn bivariante {b|,,b,5} permite contrastar la hipdtesis
de igualdad de poblaciones, pues las dos poblaciones serdn iguales si y sélo si
bia =bxn =0.

Por iltimo, la distribucién predictiva podemos aproximarla, por Monte-Carlo, de
la siguiente forma: :

fllxey, ot Ty, Ty, X) = /0/0 Ga(t|a, B)-

~f(Ot,B|x,t1,... ,t,,T,+l,...,T,,,X)dad|3

Q

1 m
— 2. Ga(rloy;),B),

J=1
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con {(0y),B(j)), J=1,...,m}, una muestra obtenida a partir de:

F1080L10gBx, t1seeestrs Tty oo T X) = /NM((loga,logB)’[Bx,H)-

1Y , ,
f(B,Hlty,...,tr, Tyt T, X)dBdH  ~ ﬁzNM((loga,logB)’[B(’)x,H(‘)),
=1

siendo {(BY),H®), i=1,...,N} la muestra obtenida mediante Gibbs sampling.

En todas las implementaciones de este algoritmo hemos construido el punto inicial
de la siguiente manera: utilizamos la media y la varianza de los tiempos de super-
vivencia no censurados de cada uno de los grupos para obtener los pares paramétricos
iniciales (afo),BEO)), i=1,...,n, (iguales para individuos del mismo grupo y que
coinciden con los pardmetros de una distribucién Gamma cuya media y varianza
igualan los correspondientes momentos muestrales de los tiempos de supervivencia
no censurados) y una matriz B() inicial, de modo que BOx sea el vector columna
formado por los logaritmos de los pardmetros de la distribucién Gamma anterior. Fi-

jamos la matriz H(®) = 201, (valor inicial que nos ha proporcionado buenos resultados
en todas nues tras pruebas).

El algoritmo de Gibbs genera eventualmente una cadena de Markov estacionaria,
con independencia del punto inicial elegido. Sin embargo, una eleccion razonable del
mismo permite acele rar el proceso y conseguir estacionariedad en pocas etapas. El
método aqui propuesto para la eleccién del punto inicial es sencillo, parece razonable
y ha funcionado correctamente en todos los bancos de datos analizados.

3. EJEMPLOS NUMERICOS

El algoritmo expuesto en el apartado anterior lo em pleamos para analizar una
bateria de bancos simulados a partir del modelo jerdrquico, que nos permitian com-
parar los resultados obtenidos con los verdaderos valores paramétricos utilizados para
su simula cién. Todos esos estudios proporcionaron resultados similares. Aqui co-

mentamos un banco de.tamafio 200, que. incluye 28 datos progresivamente censurados
por la derecha.

También hemos utilizado este algoritmo en algin banco de datos reales. En este
apartado incluimos el andlisis de unos datos sobre remisién de leucemia pues son,
posiblemente, los que se han utilizado con mayor frecuencia para com probar el
funcionamiento de métodos estadisticos de comparacién de curvas de supervivencia.

176



En los dos ejemplos aqui desarrollados hemos utilizado una distribucién inicial
Normal-Wishart poco informativa para los hiperparametros, en concreto:

f(B,H) = NMW(B,H|M.A.T,a) = NM(B*|M".H® A)W(H|T™.a),

conM=0,,0,,A=1L,T= (001)12 y a= 2.

3.1. Analisis de un banco de datos simulados

Construimos un banco de 200 datos simulados a partir del modelo jerdrquico

. . . ) n_ | 4602 _ {100 0O
Gamma con hiperparametros B = {2'3 0’0] yH= [ 0 100 }

Tras realizar 20000 pasos en la cadena de Markov (19 minutos en una estacion Sun
SPARCclassic), partiendo de un punto inicial construido segin el método propuesto
en ¢l apartado anterior, monitorizamos la evolucidn de las medias de los tiempos de
supervivencia en cada uno de los grupos, representdndolas cada 10 pasos en la figura
I. En dichas graficas se observa estabilidad desde casi el principio, ademds de muy
poca variabilidad en ambos grupos.

500 1000 1500 2000

Figura 1.
Evolucién de las medias de los tiempos de supervivencia en cada uno de los grupos
del banco de datos simulados.

El estudio de la densidad predictiva lo realizamos desechando los 15000 primeros
pasos de la cadena de Markov y, posteriormente, cogiendo uno de cada 10 hasta
obtener una muestra de tamafio 500. Asi, por Monte-Carlo obtuvimos las medias y
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varianzas de las densidades predictivas para cada uno de los grupos. Se muestran en

la tabla 1.

Media y varianza de la predictiva en cada uno de los grupos del banco de datos

Tabla 1

simulados
Grupo I Grupo 2
Media 12.3769 9.9653
Varianza 11.2328 7.7097

Las graficas. para cada uno de los grupos. de las densidades predictivas (en trazo
continuo) y de las densidades con las que realmente hemos simulado los datos (en
trazo discontinuo). se recogen en la figura 2.

20

Figura 2.
Densidad predictiva y densidad correcta de cada uno de los grupos del banco de
datos simulados.
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Por ultimo, hemos representado la nube de puntos de la distribucién bivariante
{b12,b22} y el histograma de T = exp{bj> — b22}. Estas gréficas se muestran en la
figura 3 y permiten comparar los dos grupos como ya comentamos en el apartado 2.
Observamos que la nube de puntos se encuentra por debajo de la diagonal y no se
acerca al cero, por lo que podemos deducir la diferencia entre los dos grupos.

12

10

1.1 1.2 1.3 1.4 1.5

Figura 3.
Nube de puntos de {b;2,b2} e histograma de 1 del banco de datos simulados.

Para comprobar la consistencia del estudio independientemente del punto inicial
elegido, analizamos el mismo banco de datos partiendo de distintos puntos iniciales.
Los resultados obtenidos fueron muy similares a los presentados. Por ejemplo, par-
tiendo de un punto inicial que coincidia con los verdaderos valores paramétricos (esto

es posible dado que los datos son simulados), observamos una evolucién de las me-
~ dias de los tiempos de supervivencia en cada uno de los grupos andloga a la de la

figura 1 y realizando el estudio de la densidad predictiva siguiendo el mismo criterio,
obtuvimos los siguientes estadisticos:
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Tabla 2

Media y varianza de la predictiva en cada uno de los grupos del banco de datos
simulados, utilizando puntos iniciales iguales a los verdaderos valores paramétricos

Grupo 1 Grupo 2
Media 12.4865  10.0578
Varianza | 10.5993 6.9834

3.2. Analisis de datos de leucemia

El banco de datos sometido a andlisis consiste en 42 tiempos de remisién de la
leucemia, medidos en semanas, en dos grupos con el mismo nimero de pacientes
(Freireich, E.S. et al., 1963). Al primero de ellos se le somete a tratamiento con
6-mercatopurina (6-MP), mientras que al segundo se le administra un placebo. Se
recogen los datos en la tabla 3, donde el asterisco indica observacién censurada.

Tabla 3
Tiempos de remision (en semanas) de leucemia en dos grupos de pacientes

6-MP|6 6 6 6% 7 9% 10 10* 11* 13 16 17* 19* 20* 22 23 25% 32* 32* 34% 35%
Placeboll 12 23 4 4 5 5 8 8 § 8 11 11 12 12 15 17 22 23

Estos datos han sido profusamente analizados por diferentes autores para estudiar
nuevos métodos y tests de comparacién de dos distribuciones de supervivencia. Asf,
Lawless (1982), previa constatacién grafica de que los tiempos de remisién en cada
uno de los grupos podian provenir de distribuciones Weibull, obtuvo los estimadores
maximo verosimiles de los pardmetros y concluy6 que ambos grupos eran distintos
en tiempos medios de supervivencia utilizando intervalos de confianza. Asimismo,
Lee (1992) utilizo el test F de Cox para distribuciones exponenciales para demostrar
que los grupos no podian ser considerados iguales.

Al igual que en el subapartado anterior, construimos el punto de partida del al-
goritmo de Gibbs y monitorizamos la evolucion de las medias de los tiempos de
supervivencia en cada uno de los grupos, representandolas cada 20 pasos en la figura
4. También se observa estabilidad desde casi el principio, aunque mayor variabilidad
en el primer grupo. ’

La evolucién de los hiperpardmetros B es bastante similar, mostrando estabilidad
casi desde el principio de la cadena de Markov. De un modo totalmente andlogo a la
gréfica anterior, se muestra en la figura 5 la evolucién de by, y bys, que son los dos
pardmetros que permiten diferenciar los grupos.
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Figura 4.
Evolucién de las medias de los tiempos de supervivencia en cada uno de los grupos
del banco de datos de leucemia.

500 1000 1500 2000

500 1000 1500 2000

Figura 5.
Evolucién de los hiperpardmetros by, y byy en el banco de datos de leucemia.
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El estudio de la densidad predictiva lo realizamos desechando los 20000 primeros
pasos de la cadena de Markov y, posteriormente, cogiendo uno de cada 20 hasta
obtener una muestra de tamafio 500. Asi, por Monte-Carlo obtuvimos las medias y
varianzas de las densidades predictivas para cada uno de los grupos. Se muestran en

la tabla 4.
Tabla 4

Media y varianza de la predictiva en cada uno de los grupos en el banco de datos de
leucemia

Grupo | Grupo 2
Media 35.6264 13.3486
Varianza | 25509143 692.7137

Representamos, en la figura 6, las gréficas de las densidades predictivas para cada
uno de los dos grupos.

0.04
0.03
0.02

0.01

20 40 60 80 100 120 140

10 20° 30 40 50 60

Figura 6.
Densidad predictiva de cada uno de los grupos en el banco de datos de leucemia.
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Finalmente. en la figura 7 representamos la nube de puntos de la distribucion
bivariante {b}2,h>} y el histograma de t = exp{h,> — h22} para ambos grupos. Ob-
servamos que la nube de puntos se encuentra por encima de la diagonal y no se acerca
al cero, por lo que podemos deducir la diferencia entre los dos grupos.

1
0.8
0.6
0.4
0.2
0 .
-0.2} -
-0.4
-2 -1.% -1 -0.5 0 0.5 1
4
3
1
0 — )

Figura 7.
Nube de puntos de {b2,b22} e histograma de T en el banco de datos de leucemia.

4. COMENTARIOS FINALES

El andlisis de los dos ejemplos numéricos estudiados en el apartado anterior mues-
tra claramente que existen diferencias entre los dos grupos de individuos. La respuesta
bayesiana adecuada al problema de comparacion de tiempos medios de supervivencia
en las dos poblaciones vendria dada por el cédlculo de algin intervalo de confianza
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sobre la distribucion final del pardmetro T = exp{bj; — b22}. Como ya se comentd
en el apartado 2, si existe igualdad de tiempos medios en las dos poblaciones T = 1.
Similarmente, si existe igualdad entre las dos poblaciones, b, = by> = 0; por tanto,
para responder a la pregunta de igualdad de poblaciones habria que construir alguna
region de confianza de la distribucion final conjunta de (b)2,b77).

Como una primera solucién, hemos obtenido un intervalo de confianza 0.95 para
T utilizando el histograma normalizado de la figura 7 como aproximacién de su dis-
tribucién final. Siguiendo las indicaciones de Wei y Tanner (1990), obtuvimos el
intervalo (0.1525, 0.5637) que claramente no incluye el valor 1=1.

Por otro lado, en este trabajo hemos exigido que la distribucion inicial sobre los
hiperpardmetros B y H pertenezca a la familia conjugada. Esto no supone una res-
triccién importante: si se desea utilizar otra inicial el método de aceptacién-rechazo
permite obtener una muestra de la distribucidn final deseada a partir de una muestra
construida segun el procedimiento descrito en el apartado 2, empleando una distribu-
cién inicial Normal-Wishart que no sea muy distinta de la inicial que se desea utilizar.

Los comentarios de dos evaluadores anénimos sobre una version anterior de este
trabajo, han permitido mejorar notablemente la claridad en la exposicién del mismo.
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ENGLISH SUMMARY:

COMPARISON OF GAMMA SURVIVAL CURVES

Eduardo Beamonte y José D. Bermudez

In this paper we propose a hierarchical model for the bayesian analysis of survival
data, progressively censored on the right, with covariates. This is a generalization of a
previous work (Bermidez and Beamonte, 1993) where each survival time is assumed
to be distributed as a Ga (o,) with logo,logf distributed as a bivariate Normal
with mean Bx and precision matrix H, where x is the vector of covariates for each
individual.

We are specially interested on the comparison of two groups of individuals. For
that we considerate a dichotomous covariate, which identifies the group membership
of each individual, together with a constant covariate equal to one. Our main objective
is obtain inferences on the hiperparameters related with the dichotomous covariate.

The great complexity of the posterior distribution, independently of the prior
distribution used and emphasised by the tipical presence of censored data, drive us to
study it through Monte Carlo methods (in this line was pioneer the work of Gelfand
and Smith, 1990). In order to do this, we use the Gibbs sampling, one of the most
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important iterative methods of obtaining a sample from the posterior distribution (see
Smith and Roberts, 1993, and references there). It requires that the sampling from
all of the complete conditional distributions be easy, but that is our case.

If we denote the survival times corresponding to no censored data by (zy,...,t,)
and the censorship times corresponding to censored data by (T,;,...,T,), then the
parametric vector object of the Gibbs sampling is composed by the parameters of
the model (ay,By,....0,,B,). the hiperparameters (B and H), and the nonobserved
survival times (f,41,...,2,), subjets to the restrictions t; > T;, i=r+1....,n. So
the complete conditional distribution of a nonobserved survival time is the truncated
Gamma (1) and the corresponding to the hiperparameters is the Normal-Wishart (2)
(if we use a distribution belonging to that family for the prior f (B, H)). In both cases
is relatively easy sampling from them. We solve the problem of sampling from the
complete conditional distribution of ¢; (3) and the corresponding to B; (4), using the
acceptance-rejection method with importance functions belonging to the log-t-student
family.

We implement the algorithm of the Gibbs sampling with an initial point based on
the first moments of the exact survival times and we check grafically the convergence
of the Markov chains. Once a sample of the posterior distribution is obtained, we can
calculate some of its characteristics by Monte Carlo methods and even to obtain the
predictive distribution, of special interest in most applications.

The paper ends with the analysis of two data sets, one of them simulated and the
other real. The first one, together with some others which we have analysed, permits
to compare the results obtained with the true parameters. The real data consist in
42 remission times of leukemia (Freireich er al., 1963), that has been analysed by
many other authors. We apply our method and obtain the predictive distribution for
each group. We conclude that the two groups are differents by obtaining a confidence
interval of the parameter of interest, agreeing with previous works.
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